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Abstract— Bloom's Taxonomy is a classification system that is 

used to define and distinguish the level of cognition (thinking, 

learning, and understanding) human diverse. The initial purpose in 

making taxonomy is focusing on three main domains of learning, 

which is cognitive, affective, and psychomotor. Nowadays, 

academics identify cognitive levels of Bloom of a question 

manually. However, only few academics that can be identify the 

cognitive level correctly, so most of them made a mistake to 

categorize questions. K-Nearest Neighbor (KNN) is a simple but 

effective method for categorization cognitive level questions on the 

Bloom's Taxonomy, however KNN has high dimention of text 

vector. In order to resolve these problems, the Information Gain 

(IG) method is needed to reduce dimention of text vector. Several 

experiments were conducted to obtain optimal architecture and 

produce an accurate classification. The results of 10 experiments 

on the Question Bank dataset with KNN obtained the biggest 

accuracy is 59,87% and the biggest kappa is 0,496. Then on KNN + 

IG obtained the biggest accuracy is 66,18% and the biggest kappa 

is 0,574 It can be concluded that the classification level cognitive 

questions on Bloom's taxonomy using KNN + IG method is more 

accurate than the KNN method only. 

Intisari— Taksonomi Bloom merupakan sistem klasifikasi 

yang digunakan untuk mendefinisikan dan membedakan tingkat 

kognisi (berpikir, belajar, dan memahami) manusia yang 

berbeda-beda. Tujuan awal dalam pembuatan taksonomi adalah 

memfokuskan pada tiga domain utama dari pembelajaran, yaitu 

kognitif, afektif, dan psikomotorik. Saat ini, kalangan akademisi 

mengidentifikasi tingkat kognitif Bloom sebuah pertanyaan 

secara manual. Namun, hanya sedikit akademisi yang dapat 

mengidentifikasi tingkat kognitif dengan benar, sehingga 

sebagian besar melakukan kesalahan mengkategorisasikan 

pertanyaan. K-Nearest Neighbor (KNN) merupakan metode 

sederhana namun efektif untuk kategorisasi tingkat kognitif soal 

pada taksonomi Bloom, namun KNN memiliki dimensi vektor 

yang besar. Untuk menyelesaikan masalah tersebut diperlukan 

metode Information Gain (IG) untuk mengurangi dimensi 

vektor teks. Beberapa eksperimen dilakukan untuk 

mendapatkan arsitektur yang optimal dan menghasilkan 

klasifikasi yang akurat. Hasil dari 10 eksperimen pada dataset 

Question Bank dengan KNN didapatkan akurasi terbesar adalah 

59,97% dan kappa terbesar adalah 0,496. Kemudian pada 

KNN+IG didapatkan akurasi terbesar adalah 66,18% dan kappa 

terbesar adalah 0,574. Maka dapat disimpulkan klasifikasi 

tingkat kognitif soal pada taksonomi Bloom dengan 

menggunakan metode KNN+IG lebih akurat dibanding dengan 

metode KNN saja.   
 

Kata Kunci — Klasifikasi, Taksonomi Bloom, K-Nearest 

Neighboor, Information Gain 

I. PENDAHULUAN 
 

Taksonomi Bloom merupakan sistem klasifikasi yang 

digunakan untuk mendefinisikan dan membedakan tingkat 

kognisi (berpikir, belajar, dan memahami) manusia yang 

berbeda-beda. Pendidik umumnya menggunakan taksonomi 

ini untuk acuan atau petunjuk dalam penyusunan kurikulum, 

metode instruksional dan pembuatan ujian atau assessment 

(test atau evaluasi pembelajaran siswa). Taksonomi Bloom 

telah diterapkan secara luas sebagai pedoman dalam 

merancang ujian yang layak, terdiri dari pertanyaan yang 

memiliki berbagai tingkatan secara kognitif [1]. Taksonomi 

Bloom telah banyak digunakan untuk tujuan pengukuran dan 

penilaian dalam proses pembelajaran [2] [3]. Tingkat kognitif 

terdiri dari enam tingkat. Tingkat yang paling rendah dikenal 

sebagai tingkat pengetahuan (knowlegde level), yang 

bertujuan untuk mengingat data dari pelajaran sebelumnya. 

Kedua, tingkat pemahaman (comprehension level) menuntut 

siswa untuk memiliki kemampuan untuk menjelaskan 

pengetahuan yang dipelajari. Ketiga, tingkat aplikasi 

(application level), siswa harus mampu menerapkan 

pengetahuan yang dipelajari dalam suatu tindakan. Keempat, 

tingkat analisis (analysis level) mengarahkan siswa untuk 

menyelidiki informasi yang mereka pelajari. Kelima, tingkat 

sintesis (synthesis level), siswa harus menghubungkan semua 

informasi dan mengintegrasikan menjadi sesuatu hal yang 

baru. Tingkat terakhir adalah tingkat evaluasi (evaluation 

level) di mana siswa dapat mencapainya apabila mereka 

mampu bertahan dalam setiap pendapatnya. 

Saat ini, kalangan akademisi mengidentifikasi tingkat 

kognitif Bloom sebuah pertanyaan secara manual. Namun, 

hanya sedikit akademisi yang dapat mengidentifikasi tingkat 

kognitif dengan benar, sehingga sebagian besar melakukan 

kesalahan mengkategorisasikan pertanyaan [4]. Selain itu, 

proses penentuan tingkat kognitif Bloom sangat memakan 

waktu dan melelahkan, karena tingginya jumlah pertanyaan 

yang harus diklasifikasikan dalam kertas ujian. Oleh karena 

itu dibutuhkan metode yang dapat mengidentifikasi tiap-tiap 

soal menurut tingkat kognitifnya dengan secara otomatis. 

Text mining adalah proses menemukan pengetahuan dari 

data tekstual yang juga dikenal sebagai text data mining [5]. 

Sebagaimana diketahui oleh masyarakat, data mining adalah 

proses ekstraksi informasi yang berguna dari fakta yang 

tersimpan di dalam database terstruktur, sedangkan text 

mining mencari pola dari teks bahasa alami [6]. Umumnya, 

pekerjaan pada text mining dimulai dengan memilih koleksi 

dokumen, yang tidak jauh berbeda dengan pekerjaan pada 

data mining [7]. Seperti yang disebutkan Milner [8] pada 
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bukunya, text mining terdiri dari tujuh tipe yaitu klasifikasi 

dokumen (document classification), pengelompokan dokumen 

(document clustering), ekstraksi informasi (information 

extraction), pemulihan informasi (information retrieval), web 

mining, pemrosesan bahasa alami (natural languange 

processing) dan ektraksi konsep. Kategorisasi teks merupakan 

bagian dari klasifikasi dokumen. Kategorisasi teks merupakan 

proses untuk menempatkan sekumpulan dokumen ke dalam 

kategori yang telah ditetapkan [9]. 

Dalam beberapa tahun terakhir, teknik kategorisasi teks 

telah menarik perhatian dan telah banyak digunakan di 

berbagai aplikasi. Beberapa penelitian memperkenalkan 

kategorisasi teks secara komprehensif [10] [11] dan berbagai 

metode kategorisasi teks telah diusulkan, yaitu decision tree 

[12], K-Nearest Neighbor (KNN) [13], Naïve Bayes (NB) 

[14], neural network (NN) [15], Rocchio [16], Support Vector 

Machine (SVM) [17], dan centroid-based approaches [18]. 

Selain itu, kategorisasi teks telah digunakan secara luas pada 

pemfilteran email spam [19] dan analisis sentimen [20]. Saat 

ini tantangan utama dari kategorisasi teks dalam memecahkan 

masalah dunia nyata adalah klasifikasi hirarkis, 

ketidakseimbangan klasifikasi, dan mengelompokkan data 

teks besar secara efisien [11]. Ada hubungan yang rumit 

antara kategori dalam masalah klasifikasi multi-kategori. 

Untuk lebih memahami hubungan ini, beberapa klasifikasi 

teks hierarkis telah diteliti [21] [22]. Dalam masalah 

kategorisasi teks, performa KNN dan SVM terbukti lebih baik 

jika dibandingkan dengan NB, Rocchio dan NN [23].  

KNN merupakan metode sederhana namun efektif untuk 

kategorisasi teks, tetapi memiliki tiga kecacatan yang fatal. 

Pertama, kompleksitas komputasi kemiripan datanya besar. 

Kedua, kinerjanya mudah dipengaruhi oleh data pelatihan 

tunggal, seperti data noise. Ketiga, KNN tidak membangun 

model klasifikasi karena merupakan metode lazy learning. 

Banyak peneliti mencari cara untuk mengurangi kompleksitas 

KNN, yang dapat dibagi menjadi tiga metode umum, yaitu 

mengurangi dimensi vektor teks [24], mengurangi jumlah data 

pelatihan [25], dan mempercepat proses menemukan k 

tetangga terdekat [26].  

Seleksi fitur (feature selection) dapat digunakan untuk 

mengurangi dimensi vektor teks pada dataset pertanyaan 

berbasis taksonomi Bloom. Dalam mengoptimalkan performa 

classifier, seleksi fitur merupakan salah satu bagian terpenting 

[27]. Seleksi fitur berdasarkan pada pengurangan fitur yang 

besar, yaitu dengan menghapus atribut yang tidak relevan 

[28]. Akurasi dapat ditingkatkan apabila mengginakan 

algoritma seleksi fitur yang tepat [29] [30]. Algoritma seleksi 

fitur dapat dibagi menjadi dua tipe, yaitu filter dan wrapper 

[31]. Contoh dari tipe filter adalah log likelihood ratio, IG, 

dan chi-square. Contoh dari tipe wrapper adalah backward 

elimination dan forward selection [32]. Hasil presisi dari tipe 

filter lebih rendah daripada tipe wrapper, tetapi hasil tipe 

wrapper ini dicapai dengan tingkat kompleksitas yang tinggi 

yang dapat menimbulkan masalah [28].  

Yang dan Perdersen [33] melakukan perbandingan lima 

algoritma seleksi fitur pada klasifikasi dokumen. Lima 

algoritma tersebut antara lain mutual information, term 

strength, chi-square, IG, dan document frequency. Hasil 

penelitian tersebut membuktikan bahwa chi-square dan IG 

paling efisien. Forman [30] membandingkan 12 algoritma 

seleksi fitur pada 229 klasifikasi teks menjadi dua kategori. 

Hasil penelitian menunjukkan bahwa metode Bi-Normal 

Separation yang diusulkan peneliti mendapatkan hasil yang 

tidak lebih baik dibandingkan IG dan chi-square. Tan dan 

Zang [34] menggunakan algoritma seleksi fitur untuk analisis 

sentimen dokumen yang menggunakan bahasa Cina. Hasil 

yang ditunjukkan dalam penelitian tersebut yaitu IG 

mendapatkan hasil yang paling baik. 

Dari paparan di atas tampak bahwa IG memiliki potensi 

yang lebih baik dalam proses mengurangi dimensi atau 

menghilangkan fitur yang kurang relevan sehingga dapat 

mengurangi dimensi dari vektor teks sebelum dilakukannya 

klasifikasi. Untuk itu penelitian ini akan menekankan pada 

kombinasi kedua metode tersebut untuk memungkinkan 

klasifikasi soal ujian berdasarkan tingkat kognitif yang 

berbasis taksonomi Bloom dapat dilakukan secara otomatis 

dengan tingkat akurasi yang optimal. 

II. KAJIAN LITERATUR 
 

A. K-Nearest Neighbor (KNN) 

KNN merupakan algoritma supervised learning, di mana 

hasil dari query instance yang baru diklasifikasikan 

berdasarkan mayoritas dari kategori pada KNN. Kelas yang 

paling banyak muncul yang akan menjadi kelas hasil 

klasifikasi. KNN merupakan salah satu metode 

pengklasifikasian data berdasarkan similaritas dengan label 

data [35]. Algortima KNN merupakan sebuah metode untuk 

melakukan klasifikasi terhadap objek baru berdasarkan k 

tetangga terdekatnya [36]. Menurut M. Han, J., & Kamber 

[36], KNN adalah algoritma pembelajaran berbasis instan 

yang menggunakan jarak terdekat dalam menentukan kategori 

vektor baru dalam set data training. 

Model KNN memiliki masalah untuk menemukan tetangga 

terdekat k pada titik query dari dataset yang digunakan [37] 

[38]. Penggunaan metode ini banyak digunakan untuk 

menangani masalah dalam bidang ilmiah dan rekayasa 

perangkat lunak seperti pengenalan pola, pengenalan objek, 

pengelompokkan data, fungsi approximate, kuantisasi vektor, 

klasifikasi pola. 

Untuk menentukan jumlah data atau tetangga terdekat 

ditentukan oleh user yang dinyatakan dengan k. 

di=√∑ (x1i-x2i)
2

p

i=1

                                  (1) 

Di mana x1= (x11, x12,…, x1n) dan x2= (x21, x22,…, x2n). 

Dengan kata lain, untuk setiap atribut numerik, kita 

mengambil perbedaan antara yang sesuai nilai-nilai atribut 

yang dalam vektor x1 dan x2 dari matriks dengan ukuran 

dimensi. Akar kuadrat diambil dari akumulasi jumlah total 

jarak. Biasanya, kita menormalkan nilai masing-masing 

atribut sebelum digunakan [39]. Prinsip kerja KNN adalah 

mencari jarak terdekat antara data yang dievaluasi dengan k 

tetangga terdekatnya dalam data pelatihan. Persamaan 
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Penghitungan untuk mencari Euclidean dengan d adalah jarak 

dan p adalah dimensi data dengan: 

di=√∑ (x1i-x2i)
2

p

i=1

                                        (2) 

di mana:  

x1: sample data uji 

x2: data uji 

d: jarak 

p: dimensi data 

 

B. Information Gain (IG) 

IG sering digunakan sebagai penentu atribut pada field 

machine learning [33]. IG dari sebuah term diukur dengan 

menghitung jumlah bit informasi yang diambil dari prediksi 

kategori dengan ada atau tidaknya term dalam suatu dokumen. 

Jain & Richariya [40] menjelaskan penghitungan IG. 

Misalkan ada kelas m dan training set berisi sampel SI, yaitu 

kelas I dan S adalah jumlah sampel dalam training set 

diharapkan merupakan informasi yang dibutuhkan untuk 

mengklasifikasikan sampel yang diberikan akan dihitung. 

 

I(S1, S2, …, S)= ∑
Si

S
log

2

Si

S

m

i=1

                         (3) 

 

Atribut F dengan nilai-nilai {f 1, f 2, f 3, …, fv} dapat 

membagi data pelatihan yang ditetapkan dalam subset {S1, 

S2, S3, …, Sv}, dimana Sj merupakan subset yang memiliki 

nilai fj untuk atribut F. Selanjutnya Sj berisi sampel Sij kelas 

i. Entropi atribut F diberikan dalam:  

 

E(F)=- ∑
S1j+S2j+S3j+…+Sij

S

m

i=1

 I(S1j+S2j+S3j+…+Sij)    4) 

 

sehingga IG untuk atribut F dapat dihitung dengan 

menggunakan rumus, sebagai berikut: 

 

Gain(F)=I(S1j+S2j+S3j+…+Sij)-E(F)                 (5) 

 

Nilai dari Gain yang tersebut di atas, yaitu menghitung IG dari 

atribut F yang berkaitan dengan semua kelas. Jika kita ingin 

mengukur Gain dari atribut untuk kelas k yang diberikan, kita 

akan mempertimbangkan masalah sebagai klasifikasi biner 

satu. Kami mempertimbangkan dua kelas: kelas normal dan 

sisanya merupakan anomali kelas lain. Jadi perkiraan IG yang 

diperlukan untuk mengklasifikasi sampel yang diberikan akan 

menjadi: 

I(S,S)=-
S

S
log

2
(
S

S
)

S

S
-

S

S
log

2

S

S
                      (6) 

 

Di mana k menunjukkan kelas dikomplemenkan kelas k. 

Entropi atribut F menurut kelas k adalah: 

 

E(F)=- ∑
Skj+S

k
'
j

S

m

i=1

I (Skj, Sk
'
j
)                    (7) 

 

IG untuk F dapat dihitung dengan menggunakan rumus 

sebagai berikut: 

Gain(F)=I(Sk, Sk')-E(F)                          (8) 

 

Mengukur Gain ini memberikan arti penting dari atribut. 

Algoritma berikut memilih atribut yang lebih besar dari nilai 

batas dari kumpulan data. Algoritma seleksi atribut 

menggunakan IG F(I) digunakan untuk menyimpan set atribut 

yang dipilih. 

III. METODE PENELITIAN 

 

A. Pengumpulan Data 

Dataset yang digunakan pada penelitian ini mengacu pada 

penelitian yang dilakukan oleh Chai Jing Hui [41]. Detail 

kalimat soal yang diujikan dapat dilihat di lampiran. Dataset 

menggunakan bahasa Inggris, sehingga stopword yang 

digunakan untuk preprocessing data juga berbahasa Inggris. 

Tabel 1 menunjukkan dataset terdiri dari 274 butir soal 

yang secara keseluruhan terbagi dalam berbagai tingkat 

kesulitan. Terdapat 28 butir soal yang diklasifikasikan 

Knowledge, 44 butir soal diklasifikasikan Comprehension, 41 

butir soal diklasifikasikan Application, 48 butir soal 

diklasifikasikan Analysis, 59 butir soal diklasifikasikan 

Synthesis dan 54 butir soal diklasifikasikan Evaluation. 

 
TABEL I.   

KLASIFIKASI SOAL 

 
 

B. Metode 

Gambar 1 menggambarkan metode yang diusulkan dalam 

penelitian ini yaitu metode IG pada KNN. Pada pengolahan 

awal, semua pertanyaan pada Question Bank diubah menjadi 

dataset yang dapat diklasifikasikan dengan menggunakan 

teknik text processing. Text processing yang digunakan antara 

lain adalah tokenizer, filter stopwords, dan stem. Tokenize 

merupakan proses untuk memisah-misahkan kata. Tahapan 

tokenize dimulai dari memisah-misahkan bagian review yang 

dipisahkan dengan karakter spasi. Selanjutnya, bagian yang 

hanya memiliki karakter non alphabet dan angka akan 

dibuang. Bagian yang masuk dalam daftar emoticon akan 

dikonversi. Terakhir, bagian yang memiliki karakter selain 

alfabet, angka, dan garis bawah akan dipecah sesuai posisi 

karakter tersebut. Pada proses filter stopwords akan 

dihilangkan kata-kata yang sering muncul namun tidak 

memiliki pengaruh apapun dalam ekstraksi sentimen suatu 
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review. Tahap stemming adalah tahap untuk mencari kata 

dasar dari tiap kata hasil filter.  

 

Document 

Preprocessing

Atribut optimal 

parameter K-Nearest 
Neighbor

NO

Pemilihan Fitur 

atribut menggunakan 

Information Gain

Training K-Nearest 

Neighbor Model

Performance & Weight

Stopping 

criterion

YES

Model optimal 

klasifikasi K-
Nearest Neighbor

Question Bank 

Dataset

 
Gambar 1. Metode KNN+IG 

 

Fitur dari dataset yang dihasilkan pada tahap text 

processing diseleksi menggunakan metode IG. Setelah 

diseleksi fitur-fitur tersebut akan digunakan pada proses 

klasifikasi menggunakan algoritma KNN untuk menghasilkan 

fitur yang optimal, kemudian akan dihitung nilai akurasi dan 

kappa. 
 

IV. HASIL DAN PEMBAHASAN 
 

Penelitian yang dilakukan menggunakan komputer dengan 

spesifikasi CPU Intel Core i5 1.6GHz, RAM 8GB, dan sistem 

operasi Microsoft Windows 7 Professional 64-bit. Aplikasi 

yang digunakan adalah RapidMiner 7.3. Penelitian ini 

menggunakan dataset Question Bank. Dataset yang digunakan 

pada penelitian ini mengacu pada penelitian yang dilakukan 

oleh Chai Jing Hui [41]. 

 Setelah eksperimen yang dilakukan dengan KNN dan 

KNN+IG, kemudian dikomparasi hasil akurasi dan kappa 

pada metode KNN dengan KNN+IG dari 10 eksperimen. Pada 

Tabel 2 dari 10 eksperimen dan rata-rata keseluruhan 

eksperimen secara konsisten menunjukkan kenaikan nilai 

akurasi dan kappa yang signifikan antara KNN dengan 

KNN+IG. 

 

TABEL 2.  
HASIL AKURASI DAN KAPPA DENGAN KNN DAN KNN+IG  

 

 
 

Kenaikan nilai akurasi dan kappa yang signifikan dan 

konsisten dari 10 eksperimen menunjukkan bahwa 

penggunaan KNN+IG memiliki nilai akurasi dan kappa yang 

lebih besar dibanding dengan penggunaan KNN saja. Dari 

hasil pengujian tersebut menunjukkan bahwa IG pada KNN 

mampu mengurangi dimensi vektor teks, sehingga 

menghasilkan kinerja atau tingkat akurasi klasifikasi tingkat 

kognitif soal pada taksonomi Bloom yang lebih baik 

dibanding dengan menggunakan metode KNN saja. Hal ini 

membuktikan penelitan Yang dan Pedersen [33], Forman [30], 

Tan dan Zang [34] bahwa IG mampu mengurangi dimensi 

vektor teks. Selain itu hasil tersebut juga membuktikan 

penelitan Supriyanto et al. [41] bahwa KNN mampu 

mengklasifikasi tingkat kognitif soal pada taksonomi Bloom.  

Untuk menjamin evaluasi hipotesis penelitian ini, 

dibutuhkan pengujian dengan metode statistik untuk menguji 

hubungan antara penggunaan metode KNN dengan KNN+IG, 

apakah terdapat hubungan di antara keduanya. Pengujian 

hipotesis ini menggunakan metode t-Test. Metode ini 

termasuk yang paling umum dalam metode statistik 

tradisional, yaitu t-Test [42]. Ada atau tidaknya perbedaan 

antara dua model membutuhkan pengujian, salah satunya 

dengan uji t-Test [43], dengan melihat nilai P. Jika nilai P < 

0,05 maka menunjukkan hipotesis nol ditolak atau disebut 

hipotesis alternatif [44]. Hipotesis nol menyatakan tidak ada 

pengaruh atau perbedaan antara dua buah variabel, sedangkan 

hipotesis alternatif menyatakan adanya pengaruh atau 

perbedaan antara dua buah variabel [44].  
 

TABEL III.  

HASIL T-TEST AKURASI DENGAN KNN DAN KNN+IG 
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TABEL IV.  
HAIL T-TEST KAPPA DENGAN KNN DAN KNN+IG 

 
 

Pada Tabel 3 menampilkan t-Test untuk hasil akurasi KNN 

dan KNN+IG yang menunjukkan hipotesis nol ditolak 

(hipotesis alternatif) yaitu dengan nilai P < 0,05 yaitu 0,0008 

Pada Tabel 4 menampilkan t-Test untuk hasil kappa KNN dan 

KNN+IG juga menunjukkan hipotesis nol ditolak (hipotesis 

alternatif) yaitu dengan nilai P < 0,05 yaitu 0,0010.  

Hasil t-Test dengan hipotesis nol ditolak (hipotesis 

alternatif) tersebut menunjukkan bahwa antara penggunaan 

metode KNN dengan KNN+IG menunjukkan adanya 

pengaruh atau perbedaan yang sifnifikan. KNN+IG 

menghasilkan kinerja atau tingkat akurasi yang lebih baik 

dibanding dengan menggunakan metode KNN saja. Hal 

tersebut seperti dikatakan pada penelitian Yang dan Pedersen 

[33], Forman [30], Tan dan Zang [34] bahwa IG secara 

konsisten menunjukkan kemampuan meningkatkan akurasi 

klasifikasi pada KNN, hal ini berarti bahwa seleksi fitur yang 

diusulkan dapat menjadi alat yang efektif untuk meningkatkan 

kinerja KNN. 

V. KESIMPULAN 

 

Hasil dari 10 eksperiman pada dataset Question Bank 

dengan KNN didapatkan akurasi terbesar adalah 59,97% dan 

kappa terbesar adalah 0,496. Kemudian pada KNN+IG 

didapatkan akurasi terbesar adalah 66,18% dan kappa terbesar 

adalah 0,574. 

Dari hasil pengujian di atas maka dapat disimpulkan 

bahwa IG mampu mengurangi dimensi vektor teks pada KNN, 

sehingga menghasilkan kinerja atau tingkat akurasi klasifikasi 

tingkat kognitif soal pada taksonomi Bloom yang lebih baik 

dibanding dengan menggunakan metode KNN saja. 
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